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Die zunehmende Verfligbarkeit grol3er Datenmengen und leistungs-
fahiger Machine-Learning-Verfahren hat die Finanzwirtschaft in den
vergangenen Jahren grundlegend verandert. Insbesondere im Risi-
komanagement werden datengetriebene Modelle heute routinema-
Big zur Prognose von Kreditrisiken, Marktbewegungen oder Betrugs-
wahrscheinlichkeiten eingesetzt. Trotz hoher Vorhersagegenauigkeit
stolRen klassische Machine-Learning-Ansatze jedoch an konzeptionel-
le Grenzen: Sie liefern Korrelationen, aber keine Ursache-Wirkungs-
Beziehungen. Gerade in regulierten Bereichen wie Banken und Versi-
cherungen, in denen Entscheidungen erklarbar, stabil und steuerbar
sein mussen, stellt dies ein erhebliches Problem dar. Causal Al - die
Verbindung moderner Machine-Learning-Methoden mit kausaler In-
ferenz - verspricht hier einen Paradigmenwechsel [Feuerriegel und
Spindler 2025]. Anstatt lediglich vergangene Muster fortzuschreiben,
zielt Causal Al darauf ab, kausale Effekte zu schatzen und damit ro-
buste Entscheidungsgrundlagen fur Risiko-, Kapital- und Steuerungs-
fragen zu schaffen. Der Beitrag gibt eine EinfUhrung in die Grundprin-
zipien von Causal Al und zeigt anhand ausgewahlter Anwendungsfel-
der, welches Potenzial dieser Ansatz flr das Risikomanagement und
die Finanzpraxis bietet.

1. Von pradiktiver zu kausaler Modellierung

1.1 Grenzen klassischer Machine-Learning-Modelle im Finanzkontext

Klassische Machine-Learning-Modelle sind primar auf Prognoseoptimierung ausgelegt. Sie
entdecken Muster in historischen Daten und nutzen diese zur Vorhersage, basierend auf
Korrelationen. Typische Anwendungen im Risikomanagement sind etwa Kredit-Scoring-
Modelle, Ausfallprognosen oder Value-at-Risk-Schatzungen.

Problematisch ist jedoch, dass solche Modelle implizit davon ausgehen, dass die zugrun-
de liegenden Muster stabil bleiben. Verdanderungen im wirtschaftlichen Umfeld, regulato-
rische Eingriffe oder strategische Mallnahmen fuhren jedoch regelmalig dazu, dass die
Vorhersagegute der Modelle zusammenbricht. In diesen Fallen verlieren rein korrelative
Modelle schnell an Aussagekraft [Vgl. Pearl 2009].

Causal Al: Einfihrung und Anwendungen im Risikomanagement und in der Finanzwirtschaft 2/5



1.2 Grundidee und Abgrenzung von Causal Al

Causal Al erweitert datengetriebene Verfahren um explizite Annahmen uber Ursache-
Wirkungs-Beziehungen. Zentrales Ziel ist nicht die Vorhersage einer Zielvariablen an sich,
sondern die Schatzung kausaler Effekte: Was passiert mit dem Risikoportfolio, wenn Zins-
satze steigen? Wie verandert sich die Ausfallwahrscheinlichkeit, wenn Kreditvergaberichtli-
nien angepasst werden?

Methodisch stutzt sich Causal Al auf formale Kausalmodelle, etwa gerichtete azyklische Gra-
phen, sowie auf 6konometrische Konzepte wie Counterfactuals und Treatment-Effekte [Vg|.
Imbens/Rubin 2015 und Chernozhukov et al. 2025, Schélkopf et al. 2021]. Moderne Ansat-
ze kombinieren diese Konzepte mit Machine Learning, etwa in Form von Double Machine
Learning oder Causal Forests [Vgl. Chernozhukov et al. 2018, Bach et al. 2022].

2. Anwendungstfelder im Risikomanagement
und in Finance

2.1 Kredit- und Kontrahentenrisiken

Ein wichtiges Einsatzfeld von Causal Al liegt in der Analyse von Kreditrisiken. Wahrend klassi-
sche Scoring-Modelle lediglich die Ausfallwahrscheinlichkeit prognostizieren, ermdglichen
kausale Modelle Aussagen daruber, welche Faktoren den Ausfall tatsachlich verursachen.

So kann etwa untersucht werden, ob eine Zinserhéhung kausal zu hoheren Ausfallraten
fuhrt oder ob beobachtete Zusammenhange auf Selektionseffekte zurtckzufuhren sind.
Dies ist insbesondere flr die Gestaltung von Kreditrichtlinien und die Bewertung regulato-
rischer MalBhahmen relevant.

2.2 Markt- und Liquiditatsrisiken

Auch im Bereich von Markt- und Liquiditatsrisiken bietet Causal Al Mehrwert. Kausale Mo-
delle erlauben die Simulation von Stressszenarien, bei denen gezielte Interventionen - et-
wa geldpolitische Malinahmen oder Marktverwerfungen - analysiert werden.

Im Gegensatz zu rein historischen Stress-Tests kdnnen kausale Ansatze explizit bertcksich-
tigen, wie Marktteilnehmer auf neue Informationen reagieren und wie sich diese Reaktio-
nen auf Preise und Liquiditat auswirken.

2.3 Regulatorische Anforderungen und Modellgovernance

Ein weiterer Vorteil von Causal Al liegt in der verbesserten Erkldrbarkeit von Modellen. Re-
gulatorische Rahmenwerke wie Basel Il oder Solvency Il verlangen zunehmend nachvoll-
ziehbare und robuste Risikomodelle.

Kausale Strukturen machen Annahmen explizit und erlauben eine transparente Diskussion
von Modellrisiken. Damit kann Causal Al einen Beitrag zur besseren Modellgovernance und
zur Reduktion von Modellunsicherheit leisten.
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3. Abgrenzung zu interpretierbarem ML

In den letzten Jahren wurde interpretierbares Machinelles Lernen, auch explainable Al (xAl))
genannt, in der Industrie sehr popular. Hier ist es sehr wichtig, den Unterschied zu Causal
Al zu verstehen. Interpretierbares Maschinelles Lernen macht die Korrelationsmuster, die
sehr komplex sein kdnnen, transparent, und erklart, warum eine Vorhersage getroffen wur-
de. Es kann aber keine kausalen Zusammenhange aufdecken, also kann keine Fragen der
Art beantworten: ,Was ist der kausale Effekt von Variable X auf das Ergebnis?”

Fazit und Ausblick

Causal Al stellt einen wichtigen Entwicklungsschritt fir das Risikomanagement und die Fi-
nanzwirtschaft dar. Wahrend klassische Machine-Learning-Modelle vor allem auf Progno-
segenauigkeit abzielen, ermdglicht der kausale Ansatz ein tieferes Verstandnis der zugrun-
de liegenden Wirkmechanismen. Gerade in einem Umfeld zunehmender Unsicherheit, re-
gulatorischer Anforderungen und struktureller Veranderungen gewinnt diese Perspektive
an Bedeutung.

Auch sei angemerkt, dass es eine neue Entwicklung ist, Causal Al mit pradiktiven Modellen
zu kombinieren. Haufig brechen pradiktive Modelle zusammen, wenn sie Situationen vor-
hersagen sollen, die atypisch fur die Trainingsdaten sind. Hier liefert die Kombination mit
Causal Al bessere, robustere Vorhersagen in ,neuen” Situationen, da die zugrunde liegen-
den Mechanismen gelernt werden, die sich dann auch verallgemeinern lassen.

Die vorgestellten Anwendungsbeispiele zeigen, dass Causal Al nicht als Ersatz, sondern als
Erganzung bestehender Modelle zu verstehen ist. Ihr groBter Mehrwert liegt dort, wo Ent-
scheidungen aktiv gestaltet werden sollen - etwa bei der Anpassung von Kreditrichtlinien,
der Bewertung regulatorischer Eingriffe oder der Simulation von Stressszenarien.

Mit der zunehmenden Reife kausaler Methoden und ihrer Integration in moderne Software-
Werkzeuge wie bspw. DoubleML [Bach et al. 2022] ist zu erwarten, dass Causal Al in den
kommenden Jahren verstarkt Einzug in die operative Finanzpraxis halten wird. Vorausset-
zung hierfur bleibt jedoch eine enge Verzahnung von 6konomischer Theorie, Datenkom-
petenz und regulatorischem Verstandnis. Causal Al ist damit weniger ein rein technisches
Instrument als vielmehr ein methodischer Rahmen fur fundierte, verantwortungsvolle Ent-
scheidungen im Finanzsystem.
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